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ABSTRACT

Ribonucleic acid (RNA) cannot exist in the form of linear chain, this molecule folds down for achieving its structure
more stable through the formation of hydrogen bridges. The description of these bridges is called, the RNA secondary
structure. From this, it is possible to deduce its tertiary structure of RNA. In many cases, this tertiary structure gives
to RNA its properties, then, is interesting and important to know the secondary structure of the RNA chains. Find
these structures using experimental techniques (X-ray crystallography) is slow and long, therefore, it is interesting
predict these structures through computational techniques of prediction such as Artificial Intelligence. In the present
work has been used a Hopfield neural network to find different secondary structures stable and an unidirectional
multilayer neural network trained with real biological examples, in order to choose the secondary structure more
structure next to a 'biological' real structure, between suboptimal structures encountered by the Hopfield network.
This work was carried out (training of the second network, verification of the ability of prediction and validation)
thanks to several samples of micro-RNA of drosophilas. Through these neural networks has been predicting a RNA
secondary structure close to the "real" to a micro-RNA Sosophora Drosophila willistoni.
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RESUMEN

El 4cido ribonucleico (ARN) no puede existir en forma de cadena lineal, esta molécula se repliega para
alcanzar su estructura mds estable mediante la formacién de puentes de hidrégeno. La descripcion de
estos puentes es llamada, estructura secundaria del ARN. A partir de ésta, es posible deducir su estructura
terciaria del ARN. En muchos casos esta estructura terciaria otorga al ARN sus propiedades, entonces
resulta interesante e importante conocer la estructura secundaria de las cadenas de ARN. Encontrar éstas
estructuras mediante técnicas experimentales (cristalografia de rayos X) resulta lento y largo, por ende,
resulta interesante predecir éstas estructuras mediante técnicas computacionales de prediccién como ser
Inteligencia Artificial. En el presente trabajo se ha utilizado una red neuronal de Hopfield para encontrar
diferentes estructuras secundarias estables y una red neuronal multicapa unidireccional, entrenada con
ejemplos biolégicos reales, para elegir la estructura secundaria mds préxima a una estructura
““biolégica™ real entre las estructuras subdptimas encontradas por la red de Hopfield. Se realizé éste
trabajo (entrenamiento de la segunda red, verificacién de la capacidad de prediccion y validacién) gracias
a varias muestras de micro-ARN de drosophilas. Mediante estas redes neuronales se ha logrado predecir
una estructura secundaria de ARN cercana a la "real™ para un micro-ARN de Drosophila Sosophora
willistoni.

INTRODUCCION

El acido Ribonucléico (ARN) tiene un rol de considerable importancia en una gran cantidad de
reacciones y mecanismos necesarios para el buen funcionamiento celular [7][8][9] (transcripcién,
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traduccidn, acciones de control, regulacion, catdlisis,..). El ARN estd constituido por una cadena de
nucled6tidos unidos entre si mediante uniones fosfodiéster. Los nucleétidos constan de tres partes: un aztcar (ribosa
en el caso del ARN), una regién fosfato (tri, di o monofosfato) y una base aminada. Diferentes tipos de nucleétidos
constituyen el ARN, todos estos nucledtidos difieren en su base, siendo las mas comunes en el ARN: la Adenida
(A), el Uracilo (U), la Guanina (G) y la Citosina (C). Esta molécula no puede existir en forma de cadena lineal
(estructura primaria). En efecto, esta molécula se repliega para alcanzar su estructura mds estable, es decir, la
estructura que presenta un nivel de energia minima (entalpia libre de la molécula). Este repliegue se realiza gracias
a la formacién de puentes de hidrégeno entre las bases de os diferentes nucledtidos de la cadena de ARN. Los
puentes de hidrégeno solamente se forman entre las siguientes bases: A-U (Adenina-Uracilo), C-G (citosina-
guanina) y G-U (guanina—uracilo), denominadas bases complementarias de Watson-Crick. Los enlaces entre bases
A-U y U-G implican la formacién de dos puentes de hidrégeno y los enlaces C-G implican la formacién de tres
puentes de hidrégeno. Ademads, este repliegue depende de la temperatura y de los iones presentes en el medio
acoso en el cual se encuentra el ARN [10]. Para formar un enlace, las bases deben estar separadas al menos por
cinco nucleétidos; de lo contrario la estructura es inestable. Se llama estructura secundaria a la descripcion de los
diferentes enlaces internos de la molécula de ARN. A partir de la estructura secundaria de una molécula de ARN es
posible deducir su estructura terciaria [3]. La estructura terciaria es la estructura espacial (3D) de la molécula de ARN replegada. En
muchos casos esta estructura terciaria otorga al ARN sus propiedades [4] [S] [6], entonces resulta interesante e importante conocer
la estructura secundaria de las cadenas de ARN.
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Figura 1: Modelizacion de una cadena de ARN conformada por los nucledtidos de G,U,C,A.

El método mds exacto para determinar la estructura secundaria de una cadena de ARN es mediante cristalografia
de rayos X, sin embargo, este método fisico y experimental es lento y costoso. Cada base de la cadena puede
formar un puente de hidrégeno con cualquier otra base complementaria de la cadena (bases complementarias de
Watson-Crick). Por ende, para una cadena de ARN existen una multitud de estructuras secundarias posibles.
Todas estas se obtienen por combinatoria de puentes de hidrégeno posibles. Se podria pensar en encontrar todas
estas estructuras, calcular sus energias y escoger la mds estable. Sin embargo el tiempo de cdlculo necesario para
realizar este trabajo serfa demasiado largo. Este tipo de problemas que no pueden ser resueltos en tiempo real son
llamados nP completos. Existen otros métodos para predecir la estructura secundaria de una molécula de
ARN, entre ellos, se encuentra el método computacional. Los primeros algoritmos capaces de predecir
estructuras secundarias de cadenas de ARN fueron algoritmos de tipo dindmicos, creados por Waterman
[17], Waterman y Smith [18], Nussinov [14]. Estos algoritmos son relativamente lentos y no pueden ser empleados
cuando al cadena de ARN considerada es demasiado larga. Algunos algoritmos dindmicos mds recientes tienen un
tiempo de célculo menor y pueden ser empleados en cadenas mas largas; es el caso del algoritmo desarrollado por
Zucker [1]. Existen también métodos comparativos para encontrar la estructura secundaria de una cadena de ARN.
Este tipo de algoritmos trabajan simultineamente con varias cadenas identificando estructura idénticas en cada una
de ellas; es el caso del algoritmo desarrollado por Sankoff [19]. Finalmente, es posible emplear inteligencia
artificial, y mds precisamente redes neuronales para resolver este problema. Takefuji [13] utiliz6 una red
neuronal de Hopfield para encontrar estructuras secundarias sub Optimas de una cadena de ARN. Otros

Downloadable from: Revista Boliviana 145 de Quimica. Volumen 29 N°2. Afio 2012

http://www.bolivianchemistryjournal.org, http://www.scielo.org, http://www.scribd.com/bolivianjournalofchemistry




REVISTA BOLIVIANA DE QUIMICA VOLUMEN 29, No.2 - 2012

autores como Steeg [15] [16], emplearon redes de Hopfield y méaquinas de Boltzman para predecir estas
estructuras. Sin embargo, muchos autores asumen que la estructura mas estable (minimo energético) es la
estructura bioldgica de la cadena de ARN en cuestién. Sin embargo, en el medio biolégico en el cual se
encuentra la molécula de ARN podrian existir factores que actien sobre la molécula de ARN para que ésta
adquiera otra estructura estable (sub optima) diferente de la estructura 6ptima. En este caso la estructura
biol6gica también podria ser diferente de la estructura éptima. En el presente trabajo de investigacién se ha
utilizado una red neuronal de Hopfield (como en el trabajo de Takefuji [13]) para encontrar diferentes
estructuras secundarias estables, (correspondientes a minimos locales y global de energia) de una cadena de ARN.
Posteriormente se utiliz6 una red neuronal multicapa unidireccional, entrenada con ejemplos reales para predecir la
estructura bioldgica. A continuacién se describen algunas definiciones necesarias asi como los descriptores que
fueron utilizados para caracterizar una estructura secundaria de ARN.

Definiciones y descripcion de los descriptores de una estructura secundaria de ARN

Los N nucleétidos de la cadena se enumeran a partir del dltimo nucledtido [1]. Los puentes de
hidrégeno entre las bases son llamados puentes externos, mientras que las interacciones phosphodiester son
llamados puentes internos [1]. Imaginemos la formacién de dos puentes externos: imaginemos que los
nucleétidos en posiciones i y j pueden formar pueden formar un puente externo y que los nucleétidos en posiciones
iy j' pueden formar otro puente externo. Estos dos puentes posibles son contradictorios en los casos
siguientes:

- Si estos puentes se “cruzan”. Es decir sii <i'<j <j' osii' <i<]j' <j.

- Si dos puentes posibles involucran a un mismo nucleétido. Es decir si i=j' 0 j=i' 0 i=i' 0 j=j".

-Si dos o més puentes posibles son contradictorios entonces solo uno de esos enlaces posibles podra
existir.

Toda regidén totalmente rodeada por puentes es llamada “figura” [1]. Existen cinco clases de
“figuras” distintas. Cada una de estas clases se encuentra en la tabla 1y en la figura 2.

Tabla 1: Descripcion de las diferentes “figuras* existentes.

Estructura Descripcion
Boucle Terminal Figura con un udnico puente externo
Hernia Figura con dos puentes internos y con un dico puente externo por

un lado y varios puentes externos del otro lado

Boucle Interno Figura con dos puentes internos et varios puentes externos de cada
Lado
Bifurcacion Figura que posee mds de dos puentes externos
Zona de hacinamiento Figura delimitada por dos puentes internos y dos externos
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Figura 2: Esquema de una estructura secundaria de ARN, mostrando las cinco clases de “figuras” existentes. Este
esquema fue realizado por el algoritmo de representacion grdfica de estructuras secundarias de ARN.
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Las bifurcaciones marcan el nacimiento de “brazos” en la estructura secundaria. Los “brazos” nacen de los
puentes externos de la bifurcacién.La energia asociada a una estructura secundaria es igual a la suma de las
energias asociadas a cada una de las figuras que la componen [1]. Estas energias son datos termodindmicos
establecidos experimentalmente [11]. La estabilidad de la estructura secundaria es una medida que esta ligada a la
energia total de la estructura secundaria de ARN. La estabilidad depende del niimero de puentes de hidrégeno presentes
en la estructura secundaria de ARN y del tipo de bases que los forman. En este trabajo se decidié utilizar la estabilidad
en lugar de la energia para poder caracterizar una estructura secundaria de ARN, ya que el cdlculo de la estabilidad no
depende de ninguna tabla y se realiza facilmente. Sin embargo, seria relativamente sencillo calcular la energia de la
estructura secundaria gracias a las tablas ya mencionadas [11]. El porcentaje GC corresponde al nimero total de
puentes de hidrégeno entre una base C y una base G dividido por el nimero total de puentes de hidrégeno de
la estructura secundaria de ARN. Ya se mencioné en la introduccién que un enlace C-G implica la formacién
de 3 puentes hidrégeno mientras que un enlace A-U o G-U implica la formacién de 2 puentes hidrégeno. Por
ende una estructura que presente un mayor porcentaje GC serd globalmente mas estable. Para caracterizar una
estructura secundaria de ARN se utilizaron los descriptores siguientes:

- Nuimero de figuras de Boucle terminal.

- Nuimero de figuras de Hernia.

- Nuimero de figuras Bifurcacion.

- Nuimero de figuras region de hacinamiento.
- Numero de brazos.

- Nuimero de puentes de hidrégeno

- Estabilidad de la estructura.

- Porcentaje de GC.

Ahora que fueron presentadas todas las definiciones necesarias y todos los descriptores de una estructura
secundaria de ARN, se describird el algoritmo empleado para predecir estas estructuras.

Algoritmo utilizado

Para realizar la prediccidn de estas estructuras fue necesaria la intervencion de 2 redes neuronales distintas. La
primera, una red neuronal de Hopfield, fue empleada para predecir un conjunto de estructuras secundarias
subdptimas para una cadena de ARN. La segunda, red neuronal multicapa unidireccional, fue entrenada con
ejemplos biolégicos reales, y fue empleada para elegir la estructura secundaria mas proxima a una estructura
““bioldgica real entre las estructuras subdptimas encontradas por la primera red neuronal.

Redes neuronales

En ambos casos fueron empleadas redes neuronales. Este tipo de estructuras de Inteligencia Artificial
nacen como simplificacién de las redes neuronales existentes en los sistemas nerviosos animales (como
por ejemplo, el cerebro humano). Las neuronas son células constituidas por tres regiones principales, las
dendritas o conexiones entrantes, el cuerpo celular o soma y una conexién de salida o axona. La sefal
nerviosa se desplaza desde las dendritas hasta el axona pasando por el soma. En funcién de las sefiales
recibidas (inhibicién o excitacidn), la neurona producird o no una sefial nerviosa de salida. Esta sefal
llegara a su vez a las dendritas de otras neuronas y asi sucesivamente, cubriendo toda la red neuronal y
pudiendo llegar a elementos motores (musculos ...). Una neurona puede modelizarse mediante los
elementos siguientes:

- Un vector de datos de entrada (dendritas).

- Una peso asociado a cada elemento del vector de entrada (modelizacién de una accidn de excitacion

0 inhibicién sobre la neurona).

- Una funcién de suma ponderada de los elementos de entrada y sus pesos asociados.

- Un valor limite o “umbral”: si la suma ponderada estd por debajo de este valor, no habra respuesta por
parte de la neurona; de lo contrario, si la suma ponderada es superior, entonces la neurona respondera

al vector de entrada.
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- Un valor de salida o funcién de activacién que modeliza la respuesta neuronal (axona).

Las redes neuronales empleadas en este trabajo tienen una organizacién similar a la expuesta. Sin embargo, estas
redes neuronales poseen algunas caracteristicas propias que son expuestas a continuacion:

Algoritmo de biisqueda de estructuras secundarias suboptimas de ARN: Red neuronal de Hopfield

Antes de presentar el algoritmo utilizado, se presentan las caracteristicas principales de una red neuronal de
Hopfield. Una red de Hopfield estd compuesta por N neuronas, cada una de ellas esta conectada con las
demas neuronas; pero no con ella misma. Es decir, que cada neurona recibe como vector de entrada todas
las funciones de activacion de las demas neuronas de la red. Este tipo de redes neuronales son utilizadas
principalmente para memorizar patrones (imdgenes...) o para procesos de optimizacién. En este trabajo fue
utilizada con este ultimo objetivo: optimizar la estabilidad de una estructura secundaria de ARN (encontrar
las estructuras subdptimas). Cada neurona representa un puente externo posible entre dos nucleétidos de la
cadena de ARN. Cada una de las neuronas recibe la funcién de activaciéon de las neuronas que representan
otros puentes externos posibles contradictorios. De esta manera se unen entre si todas las neuronas que
modelizan enlaces puentes posibles contradictorios. De modo que la funcién de activacién de cada neurona
funciona como un ““foco™". Es decir que si el "foco" esta prendido (si la neurona esta activada) significa que el
puente representado fue "elegido" entre los demds puentes contradictorios cuyos ~“focos™ estardn apagados.
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Figura 3. Esquema de la red de Hopfield utilizada. Cada neurona envia un vector de salida a las neuronas con las cuales sufre
una contradiccion.

La ecuacién diferencial que esta detrds de la evolucion temporal de la funcién de activacién de la i- ésima
neurona (brillo del "foco") es la siguiente:

ey by
du,
—‘=_4*EU Ba+pli)+C *h EU (1)
dt = wt i)+ ( H) c

=1

dU;

Donde: Ui es 1a funcién de la i-ésima neurona, dt corresponde a la derivada de la funcién de activacién
Y

2. U
de la neurona, k=r es la suma de las funciones de activacion de las demas neuronas contradictorias. Este

término inhibe la evolucién de la funcién de activacién (baja la luminosidad del “foco”), p(@) corresponde a
la energia del puente representado por la neurona en cuestién (1 si se trata de de A-U y 2 si se trata de C-G
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[12]) Este término favorecera la evolucién de la funcion de activacion (aumenta la luminosidad del “foco),
a0

h Z g,
k=r es la funcién “hill-climber” (trepador de colinas) que premia a las neuronas que no poseen
contradicciones, favorecera la evolucién de la funcién de activaciéon (aumenta la luminosidad del
X X
h Z U, h Z Uy
“foco)( k=r =1si Ur = 0 es decir si no existen contradicciones , de lo contrario k= =0).
Finalmente 4. 5. C  son constantes. En este caso estas constantes poseen los valores siguientes:

A=002,E=05.C=003

Una vez que se ha definido esta ecuacion (1), se procede a elegir una neurona al azar y se la hace
evolucionar. Se calcula el valor de su derivada (ecuacién diferencial) y se modifica el valor de su funcién de
activacion. Se realiza esta accién n veces. Después de hacer evolucionar el sistema durante $n$ iteraciones
se puede considerar que el sistema ha logrado evolucionar hacia cierto estado subdptimo (la convergencia
depende del ndmero de iteraciones de evolucién. A mayor iteracién, mejor sera la convergencia...).
Ejecutando este algoritmo repetidas veces, se puede llegar a obtener diferentes estructuras secundarias
subdptimas, mas o menos distintas entre si.

Algoritmo de seleccion de la estructura secundaria mds proxima a una estructura ““bioldgica™*:
red neuronal multicapa unidireccional

Antes de presentar el algoritmo utilizado, presentaremos las caracteristicas principales de una red neuronal
multi- capa unidireccional. Una red neuronal multicapa unidireccional estdcompuesta por N neuronas
organizadas en capas. La red posee n capas y cada capa contiene Nn neuronas. La neurona de la capa i
recibe como vector de entrada todas las funciones de activacién de las neuronas de la capa i — 1 y envia su
funcién de activacion a todas las neuronas de la capa i+ 1. Cada neurona asocia a su vector de entrada un
vector de pesos propios, por ejemplo, la neurona j de la capa i asocia el vector de pesos Wi,j a su vector
de entrada. Este tipo de redes neuronales son utilizadas principalmente para modelizar una relacién lineal o
no lineal entre dos conjuntos de datos, para procesos de optimizacién y para predicciones. Se la empleara
para predecir la estructura secundaria mds préxima a una estructura secundaria real “biol6gica”, se establece
un modelo entre los descriptores de una estructura secundaria de ARN y el cardter “biolégico” de esta
estructura. La red utilizada consta de tres capas de neuronas. Una capa de entrada de datos, una capa oculta y la
capa de salida. La primera tiene nueve neuronas, cada una recibe uno de los descriptores de la estructura
secundaria. La segunda capa presenta cinco neuronas. La dltima capa una tnica neurona. Se utilizo una funcién
tangente hiperbélica como funcién de activacion de las neuronas. Se tomd esta funcién de activacidn por estar
comprendida entre -1 y 1 y por ser una funcién sigmoidea usualmente utilizada para estos propésitos. La red fue
entrenada para dar un resultado préoximo a 1 si la estructura secundaria posee las caracteristicas de una
estructura secundaria "biolégica" y O si no es el caso. El entrenamiento se realizé en base a estructuras
secundarias de micro RNA de drosophilas. Estos datos fueron separados en tres conjuntos, un conjunto
para el entrenamiento de la red, uno para verificar el poder de prediccion de la red y otro para la
validacién del trabajo. Se consideré que la prediccién podria realizarse Unicamente para especies
cercanas filogenéticamente a las especies de drosophilas utilizadas y para tipos de ARN similares a los
utilizados para el entrenamiento (micro ARN). Utilizar este programa de prediccion con tipos de ARN y
especies muy lejanos no solo no tendria mucho sentido, sino podria resultar aberrante! Es claro que las
caracteristicas de una estructura secundaria seran distintas de un tipo de ARN a otro y de una especie a
otra. El entrenamiento de la red se hizo mediante el algoritmo Back Propagation. Este Algoritmo modifica los
pesos de la red neuronal con el fin de minimizar el error de la red, es decir, la distancia entre el vector de
salida de la red y el resultado esperado. Para poder realizar esta minimizacién de error se procede a:
- Presentar sucesivamente un vector de entrada.
- La red neuronal genera un vector de salida como respuesta al vector recibido.
- Se calcula el error de la red, es decir el promedio del cuadrado de la diferencia entre cada componente
del vector de salida de la red y el vector respuesta esperado.

Downloadable from: Revista Boliviana 149 de Quimica. Volumen 29 N°2. Afio 2012
http://www.bolivianchemistryjournal.org, http://www.scielo.org, http://www.scribd.com/bolivianjournalofchemistry



REVISTA BOLIVIANA DE QUIMICA VOLUMEN 29, No.2 - 2012

- Se ejecuta el algoritmo Back Propagation que modifica los pesos de las neuronas de cada capa.

i Respuesta
vector de esperada
salida

{} Neuronas de salida

Capa oculta
de neuronas

QO O O O

Retropropagacion del error
_y coreccion mediante modificacion
" delos pesos

Neuronas de
entrada

Figura 4: Esquema de la red multicapa unidireccional utilizada.

En el caso de los pesos de las neuronas de salida la modificacién es la siguiente:

Wi,j < Wi,j +1*f'(Uouti) *(Ansi — Uouti) * Uhidj 2

Donde:

Wi,j es el peso que le asocia la i-ésimaneurona de la capa de salida a la j-&ima neurona de la capa
oculta, Uoutj corresponde a la sefial de salida (de activacién) de la i-ésima neurona de salida, A corresponde
a la tasa de aprendizaje de la neurona. El valor de esta constante determina la velocidad de convergencia del
sistema. Sin embargo si este valor es demasiado grande el sistema no converge y la red no aprende. f'
corresponde a la derivada de la funcién tangente hiperbdlica utilizada como funcién de activacién, Ansi
corresponde a la respuesta esperada de la i-€sima neurona de salida y Uhidj corresponde a la sefial de
activacion de la j- ésima neurona de la capa oculta. En el caso de los pesos de las neuronas ocultas la
modificacion la modificacién es la siguiente:

Wi,j — Wi,j +A b e
xEk=0)"= L' (Uoutk) = (Ansk — Uoutk] =+ Wi,k) = f(U hidi) = UinjJ 3)

Donde:

Wi,j es el peso que le asocia la i- ésima neurona de la capa oculta a la j-ésima neurona de la capa de
entrada, Uinj corresponde a la sefial de activacion de la j- ésima neurona de la capa de entrada y Wik
corresponde al\peso que asocia la k-ésima neurona de salida a la i-ésima neurona oculta. Al repetir este proceso
para cada vector de entrada, se minimiza el error de entrenamiento de la red. Sin embargo, si el tiempo de
entrenamiento es demasiado largo, se corre el riesgo de sobreentrenar la red perdiendo asi la capacidad de
prediccion y la robustez de la red. Es por esto que durante el entrenamiento se proporciona a la red un vector
de entrada diferente de los vectores de entrenamiento y se calcula el error de la red. Este corresponde al error
de prediccién de la red. Se detiene el entrenamiento una vez que el error de entrenamiento ha bajado lo
suficiente y el error de predicciéon no ha aumentado demasiado (sobreentrenamiento). Una vez realizado el
entrenamiento, se guardan los pesos de las neuronas entrenadas para poder utilizarlos en la predicciéon de
estructuras secundarias.

RESULTADOS Y DISCUSION
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Al ejecutar el primer algoritmo varias veces (para una misma cadena lineal de ARN) se obtienen varias
estructuras secundarias estables (subdptimas y Optimas). Mas veces se ejecute el algoritmo, mayor es la
probabilidad de encontrar la estructura secundaria 6ptima. Al ejecutar el algoritmo muchas veces, uno
puede encontrar estructuras redundantes (una misma estructura con pequefias variaciones) y el tiempo de
cdlculo crece proporcionalmente. Se decidié arbitrariamente ejecutar este algoritmo hasta obtener 100
estructuras secundarias diferentes. A continuacién se muestran algunas estructuras secundarias obtenidas para el
micro ARN miR-309 de la especie Drosophila Sophophora melagogaster [26], procedente de la familia de genes
MIPF0000140; mir-3 en el cromosoma 2R con coordenadas: 15,547,211-15,551,279. Cuya secuencia es:

Auuauacgacaaaccuuguucgguuuugecaauuuccaagecageacuggguaaaguuuguccuauaau [26]

Con el fin de realizar el entrenamiento y la validacién de prediccién de la segunda red neuronal se utilizaron
las estructuras secundarias de los micro-ARN siguientes:

miR-277; miR-92b; miR-31a; miR-6-3; miR-263a; miR-8; miR-305; miR-279; miR-14; miR-219; miR-iab-4;miR-
92a; miR-288; miR-13b-2; miR-2a-1; miR-1; miR-275; miR-13a; miR-283; miR-278; miR-13b-1; miR-284;
miR-10; miR-34; miR-6-2; miR-33; miR-184; miR-11; miR-282; miR-276a; miR-31b; miR-124; miR-2a-2;
miR-314; miR-6-1; bantam; miR-2c; miR-276b; miR-7; miR-133 [26]

Estos micro-ARNs pertenecen a diferentes especies de Drosophilas, cuyo drbol filogenético [21] [22] [23] [24]
[25] estd representado en la figura 6. En un primer intento, la red fue entrenada para emitir un cierto valor (entre -1y
1) para un tipo de ARN en particular y para una especie en particular. Pero al tener un nimero muy elevado de
especies y de tipos de ARN para un intervalo de respuesta muy estrecho, la respuesta de la red no era satisfactoria.
Por ende se decidié aumentar el niimero de neuronas de salida. Se cre6 el mismo nimero de neuronas de salida que
de tipos de ARN. Entonces se intent6 entrenar la red para que ésta active la neurona de salida correspondiente al tipo
de ARN ingresado, el valor de activacién dependeria de la especie. Sin embargo, una vez més el aprendizaje de la
red fue insuficiente. La red no logré discriminar los diferentes tipos de ARN ni las especies a las cuales pertenecen.
Los descriptores correspondientes a los diferentes tipos y a las diferentes especies no son significativamente
diferentes entre si para la red neuronal. Esto puede estar ligado a tres factores. En primer lugar, las especies
utilizadas son bastante cercanas, en segundo lugar, todos los ARN utilizados son micro-ARN (mismo tipo) y en
tercer lugar, el niimero de descriptores es bastante reducido.

Figura 5: Esquema de algunas estructuras secundarias suboptimas de ARN miR-309 encontradas por la red
neuronal.
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Figura 6: Arbol filogenético de las especies de drosophilas a las cuales pertenecen los ARN utilizados.

Para lograr discriminar diferentes tipos de ARN y pertenencia a diferentes especies se podria incluir nuevos
descriptores para las estructuras secundarias de ARN. Esta adaptacién podria ser implementada en el futuro. Sin
embargo, al no ser significativamente diferentes, se consider6 el conjunto de datos como uno solo, sin preocuparse
de las diferencias ligadas a los tipos de micro-ARN o a las especies a las cuales pertenecen. La red fue entrenada
para dar un resultado préximo a 1 si la estructura secundaria posee las caracteristicas de una estructura secundaria
““bioldgica™ y 0 si no es el caso. De esta manera se repartié el conjunto de datos en tres grupos: entrenamiento,
prediccién y validacién. Se utilizaron los vectores de descriptores de las estructuras secundarias de Drosophila
Sosophora willistoni y el mismo nimero de "vectores de descriptores aleatorios" que no corresponden a ninguna
estructura secundaria. Se incluyen estos vectores aleatorios para ensefiarle a la red ejemplos de datos ““falsos™". De
lo contrario la red no aprende a discriminar estructuras secundarias " bioldgicas™ de "no biolégicas" y aprende a
afirmar que toda estructura secundaria es " bioldgica". Todos los otros vectores de descriptores de las demads
especies, asi como 10 vectores aleatorios, por cada vector de descriptores fueron utilizados como conjunto de
prediccién. La figura 7 ilustra la evolucién de los errores de prediccion y de entrenamiento de la red. Se puede ver
que ambos errores disminuyen y no existe un problema de sobreentrenamiento de la red. Por tanto esta red es
bastante robusta para micro ARN de drosophilas. Al predecir la estructura ““biolégica™ del micro ARN miR-309
de la especie Drosophila Sophophora melagogaster [26] entre las 100 estructuras encontradas se encontrd
una estructura secundaria bastante cercana a la estructura real [26] delamoléculade ARN (figura 8)

CONCLUSIONES

El algoritmo de bisqueda de estructuras subOptimas encuentra estructuras subdptimas bastante distintas entre
si, garantizando una buena exploracidn del espacio de estructuras secundarias subéptimas de una molécula de
ARN. Asimismo, la red neuronal entrenada para escoger la estructura més parecida a una estructura secundaria
"real™ elige la estructura mds parecida a la real dentro de un conjunto de estructuras secundarias (las 100
estructuras encontradas por la red neuronal de Hopfield...). Se ha logrado predecir una estructura secundaria de
ARN cercana a la “real” mediante la red neuronal disefiada. Sin embargo, aunque la estructura escogida se parece
bastante a la estructura real solo la mitad de los puentes hidrogenos son los mismos. En efecto, la primera red
neuronal explora todo el espacio de estructuras secundarias estables posibles, por ende queda atrapado en cada
minimo local existente. Ahora bien, cuanto mds grande es la cadena de ARN, mds combinaciones posibles de puentes
de hidrégeno existen y mds minimos locales se hacen presentes. De esta manera seria necesario ejecutar muchas mas
veces el algoritmo de bisqueda de la red Neuronal de Hopfield para tener mayores posibilidades de encontrar a la
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estructura real. Sin embargo, por el tiempo de cédlculo, resulta desagradable tener que ejecutar demasiadas veces este
algoritmo. Para resolver este problema se podria utilizar una maquina de Boltzmann [15] en lugar de una red
neuronal de Hopfield. Esto le permitiria a la red escapar de algunos minimos locales de menor importancia y
concentrarse en los minimos locales mds importantes. Al tener un conjunto de estructuras secundarias muy similares
entre si (en el caso de reemplazar una red de Hopfield por una miquina de Boltzman) se podria requerir una mayor
cantidad de descriptores de la estructura secundaria de ARN, tales como potenciales electroestticos de Markov como
nuevos descriptores de la estructura secundaria de ARN [20].
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Figura 8: a) Estructura secundaria subdptima escogida entre las 100 estructuras secundarias encontradas. B) Estructura secundaria real
de la molécula de ARN utilizada
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